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Резюме 

Цель исследования. Повышение точности прогнозирования за счёт выявления логических связей в 
неструктурированных наборах данных и формирования многоярусной структуры специализированной 
нейросетевой вычислительной системы 
Методы. Предложен параллельный алгоритм определения фрагментированной структуры обучающей 
выборки, используемый для выделения фрагментов, содержащих обучающие данные, на основе логических 
зависимостей выборки. На базе сгенерированной фрагментированной выборки разработан метод ассем-
блирования нейронных сетей, используемый для формирования эффективной структуры каскадной си-
стемы прогнозирования. 
Результаты. В качестве основного эксперимента выбрано прогнозирование результатов неофициального 
командного зачета Международного фестиваля студенческого спорта 2023. Сформирована фрагменти-
рованная обучающая выборка на основе которой построен каскад нейросетевых модулей. В экспериментах 
протестировано четыре варианта каскада, показавших существенное повышение точности прогнозирования 
по сравнению с одномодульными аналогами. Для значительного повышения производительности нейросе-
тевой системы при сверхкраткосрочных прогнозах рассмотрена аппаратная реализации каскадов на основе 
решающего поля ПЛИС. Предложена структура комплекса с возможностью его реконфигурации. 
Заключение. Применение искусственных нейронных сетей в прогнозировании перспективно, однако 
может сталкиваться с проблемами неточности результатов из-за недостаточной вычислительной 
мощности и коллизий в обучающих выборках. Один из предложенных вариантов решения проблемы – 
каскадирование специализированных нейросетевых модулей. Положительные результаты продемонстри-
ровали как программная, так и аппаратная реализация системы на основе предложенного каскада. Оценка 
аппаратной реализации демонстрирует возможность ускорения, по сравнению с программной реализа-
цией, что может быть необходимо при проведении сверхкраткосрочных прогнозов. Предложенные мето-
ды и алгоритмы продемонстрировали свою корректность. 
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Abstract 

Purpose of research. Improving the accuracy of forecasting by identifying logical connections in unstructured 
datasets and forming a multi-tiered structure of a specialized neural network computing system.  
Methods. A parallel algorithm for determining the fragmented structure of the training sample is proposed, which is 
used to isolate fragments containing training data based on the logical dependencies of the sample. Based on the 
generated fragmented sample, a method for assembling neural networks has been developed, which is used to form 
an effective structure of a cascade forecasting system. 
Results. Forecasting the results of the unofficial team competition of the International Student Sports Festival 2023 
was chosen as the main experiment. A fragmented training sample has been formed on the basis of which a cascade 
of neural network modules has been built. Four cascade variants were tested in experiments, which showed a 
significant increase in prediction accuracy compared to single-module analogues.  
To significantly improve the performance of a neural network system with ultra-short-term forecasts, the hardware 
implementation of cascades based on the decisive field of FPGA is considered. The structure of the complex with the 
possibility of its reconfiguration is proposed. 
Conclusion. The use of artificial neural networks in forecasting is promising, but it may face problems of inaccuracy 
of results due to insufficient computing power and collisions in training samples. One of the proposed solutions to the 
problem is cascading specialized neural network modules. Positive results were demonstrated by both the software 
and hardware implementation of the system based on the proposed cascade. The evaluation of the hardware 
implementation demonstrates the possibility of acceleration, compared with the software implementation, which may 
be necessary when conducting ultra-short-term forecasts. The proposed methods and algorithms have demonstrated 
their correctness. 
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Введение 

Прогнозирование играет ключевую 
роль во многих областях человеческой 
деятельности, поскольку оно позволяет 
предвидеть тенденции и развитие собы-
тий в будущем на основе анализа име-
ющихся данных и текущих трендов. 
Эти знания помогают принимать взве-
шенные решения и эффективно плани-
ровать свою деятельность. Прогнозиро-
вание широко используется в различ-
ных отраслях, таких как бизнес, финан-
сы, транспорт, энергетика, здравоохра-
нение и многих других. В финансовой 
сфере прогнозирование помогает ана-
лизировать риски и принимать обосно-
ванные инвестиционные решения. В 
транспортной области – повышает ка-
чество логистических решений. В энер-
гетике без прогнозирования и планиро-
вания затрат электроэнергии на кратко-
срочный и долгосрочный периоды не-
возможно эффективно организовать про-
цесс выработки энергоресурсов. В здра-
воохранении оно используется и для 
прогнозирования развития сложных за-
болеваний, и для оценки вероятности 
возникновения и распространения эпи-
демий. Одной из областей, в которых 
прогнозирование получило второе ды-
хание благодаря мощному развитию 
суперкомпьютерных систем и инфор-
мационных технологий, является об-
ласть высоких спортивных достижений. 
Прогнозирование численных результа-
тов позволяет планировать физическую  
 

подготовку как отдельных спортсменов, 
так и сборных команд в целом. В случае 
сверхдолгосрочных прогнозов мы по-
лучаем возможность оценивать дина-
мику развития атлетов, начиная с само-
го юного возраста.  

Системы прогнозирования и пла-
нирования спортивных результатов ис-
пользуют различные методы и алгорит-
мы для анализа данных и составления 
прогнозов. Многие из них базируются 
на аппарате математической статистики 
[1, 2]. Статистические методы позволя-
ют выявлять закономерности и тенден-
ции, например, на основе регрессионно-
го или корреляционного анализа [3]. 
Корреляционный анализ наиболее эф-
фективен для прогнозирования результа-
тов команд в игровых видах спорта. Он 
позволяет выявить взаимосвязь между 
различными факторами, такими как ре-
зультаты последних матчей у каждой 
команды, результаты личных встреч, 
статистика игроков на данный период, 
погода в день матча и т. д. Как ни стран-
но, достаточно точные результаты можно 
получить, используя метод «экспертной 
оценки». Эксперты в области спорта мо-
гут составить эффективный план подго-
товки индивидуального спортсмена к оп-
ределённым соревнованиям в течение го-
да, дать свою оценку возможных резуль-
татов призёров и победителей этих со-
ревнований. Эти экспертные оценки ос-
нованы на опыте, знаниях и даже, в неко-
торых случаях, интуиции экспертов. 
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В последние годы одним из наиболее 
эффективных инструментов прогнозиро-
вания спортивных событий оказались ис-
кусственные нейронные сети (ИНС). Ней-
ронные сети могут учитывать огромное 
количество факторов, иногда упускае-
мых из вида даже экспертами. Разра-
ботка специализированных систем про-
гнозирования [4], в том числе в спор-
тивной сфере, одно из динамично раз-
вивающихся направлений в области IT-
технологий. 

Нейронные сети успешно решают 
задачи прогнозирования, так как они спо-
собны обрабатывать большие объемы 
данных и находить закономерности в 
них. Преимущества использования ней-
ронных сетей в прогнозировании вклю-
чают высокую точность предсказаний за 
счет обучения на больших объемах 
данных, возможность работы с нели-
нейными зависимостями и способность 
адаптироваться к изменяющимся усло-
виям. Нейронные сети также могут ав-
томатически извлекать признаки из 
данных, что делает их еще более эф-
фективным инструментом. Однако сто-
ит отметить, что некоторые архитек-
турные решения на базе нейронных се-
тей требуют больших объемов вычис-
лительных ресурсов для обучения и ра-
боты. Кроме того, интерпретация ре-
зультатов работы нейронных сетей мо-
жет быть затруднительной, что услож-
няет их использование в некоторых об-
ластях прогнозирования [5, 6]. 

В работе [7] описывается специали-
зированная вычислительная система, ко-

торая предназначена для решения задач 
прогнозирования на основе предвари-
тельно обработанных неструктуриро-
ванных данных. Особенностью этой си-
стемы является то, что её операционная 
часть базируется на нейросетевых меха-
низмах. Авторы работы подробно описы-
вают процесс создания модели и струк-
турных решений системы на базе ис-
кусственных нейронных сетей (ИНС). 
Также приводятся примеры использо-
вания системы для решения конкретных 
задач, в частности речь идет о прогнозе 
результатов в индивидуальной легкоат-
летической дисциплине. Определение 
логических зависимостей производится 
экспертами в данном виде спорта [7]. 
Однако определение ряда логических 
зависимостей возможно автоматизиро-
вать, используя различные математиче-
ские и статистические методы.  

Для прогнозирования многопарамет-
рических событий необходимо заранее 
подготовить релевантную обучающую 
выборку. Обучающая выборка представ-
ляет собой набор данных, содержащий 
некоторые известные факты за предыду-
щие временные периоды. Важность под-
готовки качественной обучающей вы-
борки заключается в том, что для ИНС 
именно она определяет качество и точ-
ность модели обучения. Чем больше и 
разнообразнее данные в обучающей вы-
борке, тем более точно модель сможет 
обобщать информацию и делать более 
точные прогнозы на основе поступаю-
щих данных. Если же обучающая вы-
борка недостаточно объёмна или не ре-
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презентативна, то модель может столк-
нуться с проблемой переобучения. Стан-
дартная обучающая выборка имеет вид 
двумерного массива, где i-я строка со-
ответствует одной из предикторных ха-
рактеристик, а элементы строки запол-
няются реальными значениями этой ха-
рактеристики в определённые моменты 

времени. Тогда получаем, что каждая 
строка двумерного массива представляет 
собой вектор, содержащий набор числен-
ных значений выделенной характеристи-
ки за указанный период наблюдения [8]. 
Этому набору в следующем фрагменте 
выборки сопоставлен известный итого-
вый результат (рис. 1). 

 
Рис.1. Логические зависимости в обучающей выборке 

Fig. 1. Logical dependencies in the training sample 

Материалы и методы 

В данной работе при подготовке 
фрагментированной обучающей выбор-
ки предлагается исходный двумерный 
массив разбивать на меньшие двумерные 
массивы. Главный принцип разбиения – 
наличие логических связей между эле-
ментами, при этом элемент не должен 
быть итоговым результатом. Определение 
взаимозависимостей между фрагментами 
обучающей выборки (выбранными харак-
теристиками наблюдения) основано на 
наличии выявленных ранее логических 
связей между указанным вектором исход-
ного фрагмента и элементами столбца по-
следующего фрагмента [7]. Количество 
«связываемых» фрагментов не ограниче-

но, а логические связи могут быть уста-
новлены либо с помощью специального 
анализа, выявляющего функциональные 
зависимости в структурированных набо-
рах данных, либо на основе экспертного 
мнения специалиста-профессионала в 
данной предметной области [9]. Таким 
образом, фрагменты обучающей выборки 
выстраиваются в логическую последова-
тельность или несколько последователь-
ностей. Пример полной структуры обу-
чающей выборки приведен на рис. 2. 

Такая сложная структура выборок 
влияет и на детализированную структуру 
специализированной вычислительной си-
стемы прогнозирования. Эффективным 
решением будет использовать метод ас-
семблирования нейросетевых модулей в 
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составе комплекса. На основе сформиро-
ванных последовательностей фрагментов 
выборки определяется количество уров-
ней нейронного каскада и количество мо-
дулей на каждом ярусе. Тип нейронной 
сети, реализуемой в модуле, определяется 
задачей, решаемой на данном этапе про-
гнозирования. Начиная со второго уровня, 
в каждом модуле обрабатываются данные 
промежуточных прогнозов, поступающие 
от предыдущего яруса.  

Выделяются два типа используемых 
переменных: предикторы, или независи-
мые переменные, и целевые признаки - 
зависимые переменные, которые вычис-
ляются на основе предикторов. Количе-
ство предикторов формирования прогно-
зов от уровня к уровню может как умень-
шаться, так и увеличиваться. Сгенери-
рованные фрагменты обучающей вы-
борки подаются на соответствующие 
модули всех ярусов каскадной вычис-
лительной системы.  

 
Рис. 2. Полная структура обучающей выборки 

Fig. 2. The complete structure of the training sample 
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Некоторые параметры могут ока-

зывать наибольшее влияние на проме-
жуточные результаты прогнозирования 
и соответствующий итоговый резуль-
тат. Такие параметры будем называть 
ключевыми предикторами. Предикто-
ром, который является ключевым для 
формирования прогноза, называется тот, 
чей исключение из обучающей выборки 
приводит к увеличению ошибки обобще-
ния. Величина ошибки обобщения опре-
деляет, насколько влияние этого предик-
тора влияет на конечный результат про-
гноза. В прикладных задачах, где суще-
ствуют ограничения на время обучения 
или аппаратурные затраты, выявление по-
добных характеристик позволит умень-
шить размер обучающей выборки без зна-
чительных потерь в точности прогноза. В 
случае ассемблирования модулей, выяв-
ление ключевых предикторов на каждом 
ярусе позволяет сокращать столбцы и/или 
строки в фрагментах выборки и более 
«тонко» настраивать архитектуру ней-
росетевой системы для решения задач 
прогнозирования с указанными пользова-
телем ограничениями. 

На начальном этапе исследований 
были разработаны два прототипа си-
стемы: первый содержал только RBF-
модуль [10], второй – только GRNN-
модуль [11]. RBF-сети (нейронные сети 
с радиально-базисными функциями) 
строятся с использованием радиальных 
нейронов, которые имеют ненулевые 
значения только вблизи своего центра. 
Обучение RBF-сетей проходит в два 
этапа: настройка центров радиальных 

функций и, затем, обучение выходного 
слоя. Проблема возникла при необхо-
димости добавления некоторых пара-
метров, которые также достаточно зна-
чимо могут влиять на прогнозируемый 
результат. Включение этих параметров 
в модель потребовало изменения струк-
туры обучающей и исходной выборки, 
изменения архитектуры прототипа и 
переобучения соответствующих моду-
лей нейросетевой системы.  

GRNN-сеть, которая является разно-
видностью радиально-базисных нейрон-
ных сетей, обычно используется для не-
параметрической регрессии [10]. Обуче-
ние GRNN-модулей также проходило в 
два этапа: сначала настраивались центры 
радиальных функций, затем нейроны вы-
ходного слоя, с учётом фиксированных 
параметров радиальных нейронов. Ос-
новным недостатком GRNN-сети являет-
ся ее размерность – для достижения хо-
рошей точности потребовалось большое 
количество нейронов. Однако уменьше-
ние обучающей выборки приводит и к 
уменьшению обобщенно-регрессионной 
нейронной сети. 

В случае применения каскадной ар-
хитектуры предполагается формирова-
ние промежуточных прогнозных значе-
ний на каждом ярусе, передачу их на 
следующий ярус и формирование ито-
гового прогноза. На первом ярусе все 
предикторы «собираются» в соответ-
ствующие фрагменты, количество кото-
рых определяет количество нейросете-
вых модулей на этом ярусе. Для каждо-
го модуля системы обучающая выборка 
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формируется отдельно, и модули обу-
чаются заранее. С учётом указанных вы-
ше особенностей был разработан третий 
прототип специализированной нейросе-
тевой системы прогнозирования, содер-

жащий как GRNN, так и RBF-модули, ор-
ганизующие трёхъярусную архитектуру 
системы. Обобщённая структура каскада 
приведена на рис. 3. 

 
Рис.3. Обобщённая структура каскада нейросетевых модулей 

Fig. 3. Generalized structure of the cascade of neural network modules 

При использовании каскада, пара-
метры, которые раньше не включались 
в выборку, динамически формируются 
в процессе прогнозирования на каждом 
ярусе и передаются между модулями 
каскада с одного уровня на другой. Эти 
значения являются промежуточными 
результатами прогнозирования и одно-
временно формируют предикторы для 
модулей последующих уровней. При 
обучении каскадной модели каждый 
модуль обучался по отдельности и 
включался в состав каскада после за-
вершения обучения.  

Результаты и их обсуждение 

В качестве эксперимента рассмотрим 
прогнозирование результатов сборной ко-
манды Российской Федерации в неофи-
циальном командном зачете на Между-
народном фестивале студенческого спор-
та в 2023 году. Обычно, место в НКЗ 
определяется по основной системе оцен-
ки – количеству золотых медалей, завоё-
ванных командой какой-либо страны. 
Однако, зачастую, применяется и более 
широкая рейтинговая система, которая 
учитывает общее количество медалей,  
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не разделяя их по достоинству. Для 
обучения нейросетевых прототипов бы-
ла сформирована обучающая выборка, 
включающая результаты выступлений 
российских сборных с 1992 года, по 
всем видам спорта, входящим в про-
грамму Международного фестиваля. 
Анализ зарубежных [12] и отечествен-
ных [13] научных исследований в дан-
ной области показал, что для релевант-
ного прогноза по НКЗ необходимо учи-
тывать не только спортивные показате-
ли команд, но и экономические и соци-
альные факторы, влияющие на конеч-
ный результат выступления сборных 
команд. В частности, в указанных экс-
периментах в обучающие выборки были 
включены такие показатели, как чис-
ленность населения страны, валовой 
внутренний продукт (ВВП) на душу 
населения, бюджеты Министерства 
спорта и отдельных Федераций, коли-
чество спортсменов, входящих в состав 
делегации на Фестиваль, удалённость ме-
ста проведения соревнований от основ-
ных тренировочных баз (для учёта ак-
климатизации), фактор «родных стен» 
(на основе анализа выступлений стран–
организаторов подобных спортивных ме-
роприятий) и т.д.  

При разделении обучающей выборки 
на фрагменты учитывались логические 
связи между исходными данными, выяв-
ленные на основе экспертных знаний [7]. 
Важно, что сформированные фрагменты 
выборок могут содержать как уникаль-
ные данные (включённые в состав только 

указанного фрагмента), так и отдельные, 
повторяющиеся в нескольких фрагмен-
тах, данные, в зависимости от специфики 
каждого фрагмента.  

Проанализируем результаты прове-
дённых экспериментов на двух первых 
прототипах – на основе RBF-сетей и 
GRNN-сетей. Стоит отметить, что в 
обоих случаях проводилось по два от-
дельных эксперимента. Поскольку су-
ществуют разные системы оценок, то 
после прогнозирования места Россий-
ской команды по первой шкале (коли-
чество золотых медалей), необходимо 
было переобучать нейросетевые модули 
на другую шкалу (общее количество ме-
далей). Настраиваемыми параметрами в 
RBF- и GRNN-прототипах являлись па-
раметр влияния (SPREAD), определяю-
щий крутизну функции radbas, и целевая 
ошибка обучения, соответственно. Пара-
метр влияния – это параметр, который 
используется в радиально-базисных сетях 
для контроля степени влияния базисных 
функций на выходные значения. Он 
определяет ширину базисных функций и 
влияет на способность сети к обобщению 
и точности генерируемых прогнозов. Чем 
больше значение SPREAD, тем шире 
становятся базисные функции и тем 
меньше они реагируют на изменения 
входных данных. Это может привести к 
более обобщённым решениям, но также 
может снизить точность предсказаний 
для конкретных случаев. Результаты про-
гнозирования сведены в табл. 1 и табл. 2. 
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Таблица 1. Результаты экспериментов (RBF-сеть) 

Table 1. Experimental results (RBF network) 

RBF-сеть / RBF network 

Золотые медали / Gold medals 
Общее число медалей / 
Total number of medals Параметр 

влияния /  
SPREAD 

Прогноз (количе-
ство) / Forecast 

(quantity) 

Прогноз (место) / 
Forecast (place) 

Прогноз  
(количество) / 

Forecast (quantity) 

Прогноз (место) 
/Forecast (place) 

167 1 507 1 0,0003 

167 1 508 1 0,003 

168 1 508 1 0,03 

168 1 509 1 0,3 

 

Таблица 2. Результаты экспериментов (GRNN-сеть)  

Table 2. Experimental results (GRNN network) 

GRNN-сеть /GRNN network 

Золотые медали / Gold medals 
Общее число медалей / 
Total number of medals Целевая 

ошибка / 
GOAL 

Прогноз (коли-
чество) / Forecast 

(quantity) 

Прогноз (место) 
/ Forecast (place) 

Прогноз (количе-
ство) / Forecast 

(quantity) 

Прогноз (место) 
/ Forecast (place) 

128 2 458 2 0.001 

128 2 458 2 0.01 

128 2 459 2 0.1 

131 1 459 2 1 

131 1 459 2 2 

 
Как видим, результаты по прогнозу 

количества золотых медалей если и раз-
личаются, то не так значительно. А вот 
прогнозирования общего количества 

медалей имеют существенные отличия. 
Отложим детальный сравнительный ана-
лиз до окончания экспериментов с кас-
кадной вычислительной системой. 
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Процессы обучения и прогнозирова-

ния при ассемблировании нейросетевых 
модулей имеют ряд положительных мо-
ментов. Во-первых, при наличии доста-
точно большого и репрезентативного на-
бора исходных данных, обучение всех мо-
дулей системы можно проводить парал-
лельно (одновременно). Таким образом, 
время подготовки каскадного прототипа к 
работе никак не изменится из-за наличия 
нескольких нейросетевых модулей.  

Во-вторых, изменение структуры 
обучающей выборки привело к повы-
шению эффективности прогнозирова-
ния за счёт существенной детализации 
полученных результатов. Обучающая 
выборка для первого уровня модулей 
разделена на два больших компонента. 
В первый компонент включены соци-
альные (в том числе, экономические) 
параметры, а во второй – спортивные 
показатели, которые были описаны ра-
нее при обучении отдельных ИНС. По-
сле первого уровня формируются фраг-
менты выборки, содержащие количе-
ство медалей различного достоинства, 

завоёванных спортсменами указанной 
сборной. Стоит отметить, что во втором 
фрагменте объединены показатели ко-
личества как золотых, так и серебряных 
наград. Это сделано для повышения 
точности прогноза по главной шкале 
НКЗ, так как при равенстве у несколь-
ких команд золотых медалей, учитыва-
ется количество серебряных наград. Со-
ответственно, полученные на данном 
ярусе факторы являются промежуточ-
ными результатами для генерации ито-
говых прогнозов. А итоговых результа-
тов прогноза можно получить сразу два, 
без переобучения нейросети. И это третье 
преимущество выбранного подхода с ас-
семблированием модулей. Первый ре-
зультат, место сборной команды России 
по количеству золотых медалей, будет 
сформирован на выходе второго яруса. А 
второй, место российской сборной по об-
щему количеству медалей, генерирует 
нейросетевой модуль третьего яруса. Об-
щая фрагментированная структура вы-
борки приведена на рис. 4. 

 
Рис. 4. Структура обучающей выборки в эксперименте 

Fig. 4. The structure of the training sample in the experiment 



Крутиков А.К., Мельцов В.Ю.     Метод формирования многоярусной нейросетевой системы прогнозирования... 

Известия Юго-Западного государственного университета / Proceedings of the Southwest State University. 2024; 28(4): 104-123 

115

Также важно, что практически поло-
вина значений обрабатываемых парамет-
ров могут отсутствовать в исходных вы-
борках для начала процесса прогнозиро-
вания, так как динамически формируют-
ся в процессе прогнозирования в моду-
лях каждого яруса и передаются с одно-
го уровня на другой. 

Программная симуляция каскадной 
вычислительной системы проводилась в 

среде моделирования MATLAB с исполь-
зованием пакета Deep Learning Toolbox 
[14]. Также, некоторые модули были на-
писаны на языке программирования Py-
thon с использованием библиотеки Keras. 
Трёхъярусная структура была реализо-
вана в четырёх вариантах, при различ-
ном сочетании нейросетевых модулей 
(рис. 5).    

 
Рис. 5. Варианты реализации трёхъярусной нейросетевой вычислительной системы 

Fig. 5. Implementation options for a three-tier neural network computing system 

Результаты проведённых экспери-
ментов на каскадной системе по про-
гнозированию места Российской сбор-
ной в НКЗ приведены в табл. 3. 

Для анализа полученных результа-
тов прогнозирования на всех трёх про-
тотипах необходимо иметь фактические 
итоги участия Российской команды на 

Международном фестивале студенче-
ского спорта в 2023 году. А они следу-
ющие: золотых медалей – 144, серебря-
ных медалей – 138, бронзовых медалей 
199, НКЗ по золотым медалям (144)  
– 1 место, НКЗ по общему числу меда-
лей (481) – 1 место. 
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Таблица 3. Результаты экспериментов (каскадная система) 

Table 3. Experimental results (cascade system) 

Каскад / 
Cascade 

Количество медалей 
(золото/серебро) / 
Number of medals 

(gold/silver) 

Место в НКЗ  
(золото) / 

A place in the team 
standings (gold) 

Количество ме-
далей (общее) / 
Number of med-

als (total) 

Место в НКЗ 
(общее) / Place in 

the team stand-
ings (general) 

Вариант 1 153/128 1 494 1 

Вариант 2 154/139 1 495 1 

Вариант 3 136/142 1 472 1 

Вариант 4 137/139 1 471 1 

 
Таким образом, вернувшись к ре-

зультатам экспериментов на первых 
двух прототипах с одномодульными ва-
риантами, получаем отклонение по ко-
личеству прогнозируемых золотых ме-
далей порядка 17% для RBF-сетей и 
11% для GRNN-сетей. А по общему ко-
личеству медалей – порядка 5,5% и 5%, 
соответственно. 

При анализе результатов на каскад-
ной вычислительной системе видим, 
что точность прогнозов заметно увели-
чилась. Хотя варианты 1 и 2 (с RBF-
модулем на первом ярусе) показывают 
всё ещё существенные отклонения от 
фактических показателей: по золотым 
медалям – около 7%, а по общему коли-
честву медалей – около 6,5%, однако 
варианты 3 и 4 сформировали неплохие 
прогнозы: количество золотых медалей – 
отклонение примерно 5,5%, общее ко-
личество медалей – отклонение 2% и 
2,5%, соответственно.  

Стоит отметить, что позже были 
проведены эксперименты на системе, в 
которой на всех трёх ярусах использо-
вались только GRNN-сети. Результаты 
данного прототипа получились чуть 
менее точные, по сравнению с вариан-
том 4, на 0,4% и 0,2% соответственно. 

Операционное устройство системы 
прогнозирования может быть реализо-
вано как программно, так и аппаратно. 
Возможное ускорение при аппаратной 
реализации описано в работе [15]. При 
этом, необходимо учитывать целесооб-
разность аппаратной реализации (на-
пример, при выполнении сверхкратко-
срочных прогнозов), и наличие необхо-
димых ресурсов. 

Одним из наиболее эффективных 
вариантов аппаратной реализации ис-
кусственного нейрона и всей нейросе-
тевой вычислительной системы являет-
ся использование программируемых ло-
гических интегральных схем (ПЛИС). 
Требования к ПЛИС определяются дву-
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мя основными характеристиками разра-
батываемой системы прогнозирования: 
быстродействием и требуемой точно-
стью [15]. Соответственно, с аппарат-
ной стороны важнейшими параметрами 
являются тактовая частота ПЛИС и ко-
личество логических элементов на кри-
сталле. Для оценки возможности реали-
зации операционной части системы 
необходимо оценить количество нейро-
нов, которое возможно разместить на 
одной ПЛИС. 

Рассмотрим аппаратную реализа-
цию второго прототипа каскадной вы-
числительной системы (GRNN-сеть) на 
базе FPGA. Расчёты показали, что нам 
потребуется: для всех регистров, вклю-
чая буферные, – около 33 тысячи вен-
тилей; для логических элементов “И” – 
почти 1.4 тысяч вентилей; для логиче-
ских элементов “ИЛИ” – около 170 вен-
тилей; для всех сумматоров – 3070 вен-
тилей, плюс четыре вентиля для D-
триггера. Также, на синтез всех счетчи-
ков необходимо будет выделить при-
мерно 1050 вентилей. Наиболее слож-
ной частью является реализация муль-
типлексоров, для которых потребуется 
около 64 тысяч вентилей. Выходные 
комбинационные схемы требуют еще 6 
тысяч вентилей, или 24 вентиля на раз-
ряд. В результате, получаем, что для ре-
ализации нейронной сети типа GRNN 
на ПЛИС потребуется примерно 119 
тыс. вентилей. При ориентации авторов 
статьи на бюджетные ПЛИС [16] важно 
понимать, что при увеличении числа 
нейронов и размерности входного век-

тора данных количество вентилей зна-
чительно возрастет. Например, при уве-
личении числа нейронов вдвое (до 32) 
количество вентилей увеличится более 
чем в два раза (примерно в 3,7 раза). 
Это связано с тем, что добавления ней-
ронов в GRNN-модель приводит к зна-
чительному увеличению числа связей. 
Следовательно, входные мультиплексо-
ры для каждого нейрона, в том числе для 
вновь добавляемых нейронов, станут 
сложнее, и потребуются дополнительные 
вентили для новых регистров весов.  

Именно «гибкость» ПЛИС, при из-
менении структуры обучающей выбор-
ки, позволяет менять и структуру кас-
када. При этом, сохраняется возмож-
ность изменения структуры отдельного 
модуля.   

При аппаратной реализации полно-
ценных каскадов из нейросетевых мо-
дулей (многоярусные варианты системы 
прогнозирования) предлагается исполь-
зовать специализированные структуры на 
основе решающих полей [17,18], содер-
жащие от 4 до 8 ПЛИС. Определенную 
сложность при проектировании аппарат-
ной части решающего поля вносит прин-
ципиальное различие архитектур нейро-
сетевых модулей, применяемых при раз-
работке системы. Одним из эффектив-
ных подходов к решению данной про-
блемы является формирование библио-
теки базовых вариантов нейросетевых 
модулей в САПР и добавление инстру-
ментов для реконфигурации (модифи-
кации) как архитектуры отдельных мо-
дулей, так как и структурных решений 
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операционных устройств в целом. При-
мер структурной схемы нейросетевого 
модуля со встроенным блоком рекон-
фигурации приведен на рис. 6. При 
этом, необходимо понимать, что коли-
чество вариантов структуры нейронной 
сети в одном блоке реконфигурации бу-

дет ограничено. Также в рамках всей кас-
кадной вычислительной системы имеется 
модуль конфигурирования, позволяющий 
синтезировать необходимое количество 
ярусов из трёх возможных типов нейро-
сетевых модулей. 

 
Рис. 6. Структура перестраиваемого нейросетевого модуля 

Fig. 6. The structure of the reconfigurable neural network module 

Выводы 

Применение искусственных нейрон-
ных сетей в области прогнозирования 
является, несомненно, перспективным 
подходом. Однако в некоторых случаях, 
результаты могут быть недостаточно точ-
ным или некорректным из-за недоста-
точной вычислительной мощности си-
стемы и наличия коллизий и противоре-

чий в сформированных обучающих вы-
борках. Эти проблемы можно решить, 
например, с помощью каскадирования 
специализированных нейросетевых мо-
дулей, выделения взаимосвязей между 
элементами фрагментированной обуча-
ющей выборки и передачи промежуточ-
ных прогнозных значений между яруса-
ми каскада. Фрагментирование выборок 
также приводит к тому, что умень-шается 
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количество обрабатываемых параметров 
на первом уровне и, соответственно, воз-
можно сокращение времени обучения при 
использовании параллельного метода 
обучения всех модулей системы одно-
временно. 

Использование предобработанных 
данных на последующих уровнях по-
вышает точность прогнозирования. Про-
блема предобработки обучающих данных 
может быть решена стандартными мето-
дами, такими как замена переменных или 
отбрасывание неполных векторов [19]. 

Рассмотренная возможность аппа-
ратной реализации каскадной вычисли-
тельной системы на базе современных 
ПЛИС позволяет значительно, почти в 
40 раз, сократить время прогнозирова-
ния, что крайне важно при проведении 
краткосрочных и сверхкраткосрочных 
прогнозов. Отличительной особенностью, 
предлагаемой авторами аппаратной ре-
ализации, является введение в состав 
системы, и каждого модуля в отдельно-
сти, блоков реконфигурации, для под-
бора наиболее эффективных архитек-
турно-структурных решений нейро-се-
тевого устройства.  

В свою очередь использование ре-
шающих полей на базе ПЛИС, рекон-
фигурируемых полей [20], позволит 
разместить каскад и произвести полную 
его аппаратную реализацию, без про-
граммной эмуляции отдельных блоков 
или модулей. Целесообразность аппа-
ратной реализации оценивается исходя 
из материально-технических возможно-
стей, необходимости получения кратко-

срочных и сверхкраткосрочных прогно-
зов, а также оценки потенциальных из-
менений структуры обучающих данных 
и структуры самой системы. 

Ещё одним важным результатом 
данных исследований является опреде-
ление ключевых предикторов, наиболее 
сильно влияющих на точность прогно-
зирования. При необходимости, сокра-
щения аппаратурных затрат на ПЛИС 
или сокращении общего времени реше-
ния задачи прогнозирования, некоторые 
«неключевые» параметры могут быть 
исключены из исходных выборок. Вли-
яние указанных действий на точность 
прогнозирования может быть оценено 
предельной ошибкой обобщения. В раз-
работанном варианте специализирован-
ной нейросетевой системы пользова-
тель, после проведённых эксперимен-
тов, имеет возможность вручную ис-
ключить некоторые параметры выбор-
ки. В свою очередь, выделение ключе-
вых предикторов, уменьшает объем вы-
борки. Это позволяет сократить время 
обучения и модулей каскада. При необ-
ходимости можно перестроить каскад 
на основе обучающей выборки, содер-
жащей только ключевые предикторы, 
что приведет к снижению затрат на 
программное и аппаратное обеспечение. 
В дальнейшем алгоритм определения 
ключевых предикторов будет автомати-
зирован и в состав системы будет до-
бавлен блок для автоматической рекон-
фигурации модулей и блоков операци-
онной части с учетом анализа значений 
предельной ошибки.  
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Описанный в работе подход позво-

ляет улучшить производительность и 
эффективность работы системы за счет 
оптимизации структуры нейросетевого 
каскада под конкретные задачи прогно-
зирования, а использование современ-
ных ПЛИС, в свою очередь, позволяет 
ускорить вычисления. Использование 

предобработанных данных и аппаратной 
реализации на базе ПЛИС в каскадных 
вычислительных системах может значи-
тельно улучшить точность и скорость 
прогнозирования, что делает этот подход 
перспективным для решения задач про-
гнозирования в различных областях. 
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